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Projeto Computacional 1

1. Implemente o método quasi-Newton BFGS com memória limitada para minimização ir-
restrita. Siga as sugestões de implementação da Seção 7.2 do livro de Nocedal e Wright:
Numerical Optimization, Springer, 2006. Pesquise e discuta a diferença entre as condições
de Armijo e Wolfe e como a segunda pode ser usada no L-BFGS para assegurar que
s>k yk > 0 a cada iteração. Pesquise e apresente uma estratégia para determinar tk que
satisfaça as condições de Wolfe (fracas). Use os pontos iniciais x0 indicados abaixo. Para
o parâmetro de “memória”, faça testes com m = 5, 10, 20, 30.

2. Implemente o método do gradiente com busca linear inexata: Armijo e backtracking.

3. Os problemas testes abaixo são de dimensão n variável. Faça testes com
n = 100, 200, 500, 1000, 2000. Apresente uma tabela com os resultados para os métodos
implementados, indicando número de iterações e avaliações de função até atingir o critério
de parada, ‖∇f(xk)‖ e tempo em segundos. Escolha uma das instâncias resolvidas e plote
num mesmo gráfico ‖∇f(xk)‖ em função da iteração k = 0, 1, 2, . . . , para os métodos
considerados. Inclua alguns comentários sobre os resultados numéricos, dificuldades de
implementação, e caracteŕısticas dos problemas.

Problemas teste

Rosenbrock estendida

Utilize rosen e rosen der de scipy.optimize.
x0 = (0, 0, . . . , 0), x∗ = (1, 1, . . . , 1).

Brown quase-linear

Implemente a função f(x) = 1
2‖F (x)‖2 e seu gradiente, em que, para p = 1, 2, . . . , n − 1:

Fp(x) = xp +
∑n

j=1 xj − (n + 1), e Fn(x) =
(∏n

j=1 xj

)
− 1.

x0 = (0, 0, . . . , 0), x∗ = (1, 1, . . . , 1).

Prazo: entregar até 16/11/2021 (enviar relatório e códigos por e-mail).


